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Streszczenie 

Chód stanowi jedną z najbardziej złożonych i najczęściej wykonywanych czynności wykonywanych przez 

człowieka. Pomimo postępu technologicznego w przypadku diagnostyki i oceny funkcji chodu nie ma jednego, 

uniwersalnego narzędzia. Rozwiązania oparte na inteligencji obliczeniowej mogą uzupełniać tradycyjne metody 

klinicznej analizy chodu. W artykule przedstawiono rozwijaną przez autorów metodę fraktalnej analizy chodu. 
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1. Wprowadzenie 

 

Chód stanowi jedną z najbardziej złożonych 

czynności, wykonywanych przez człowieka, jest też 

jedną z najczęściej wykonywanych zajmując  

u przeciętnego człowieka ok. 10% czasu dnia [1]. 

Dobry diagnosta podczas obserwacji jest w stanie 

dostrzec patologiczne zmiany w chodzie pacjentów 

oraz wykorzystać je jako element wnioskowania 

klinicznego, jednak wymaga to wiedzy  

i doświadczenia, ponadto taki sposób oceny chodu 

jest trudny do przekazania innej osobie  

i standaryzacji. Z ww. względów istnieje 

zapotrzebowanie na obiektywne, obliczeniowe 

metody diagnostyki chodu. Wprowadzenie 

podejścia obliczeniowego w analizie chodu ułatwia 

fakt, że prawidłowa (fizjologiczna) lokomocja 

człowieka jest stereotypowa. Oznacza to, że istnieje 

globalny wzorzec chodu, a zakres odchyleń od 

niego jest na tyle wąski, że można ustalić 

dopuszczalny zakres odchyleń od niego dla całej 

populacji [2]. Ponadto na podstawie wartości 

odchyleń od ww. globalnego wzorca chodu 

u konkretnego pacjenta można wnioskować  

o zdrowiu lub patologicznych zmianach wzorca 

chodu spowodowanych schorzeniem lub urazem.  

W przypadku diagnostyki i oceny funkcji 

chodu nie ma jednego, uniwersalnego narzędzia. 

Stosuje się tanie, proste w użyciu, mało 

czasochłonne, dokładne, wiarygodne, powtarzalne 

oraz niezależne od pacjenta i terapeuty miar chodu, 

które są możliwe do wykorzystania w codziennej 

praktyce klinicznej. Stare rozwiązania w miarę 

możliwości są udoskonalane, jednak dynamicznie 

rozwija się obszar rozwiązań technicznych 

wspomagających diagnostykę funkcji chodu. 

Pomimo postępu w tym obszarze: 

− brak jest metod uniwersalnych, 

− metody proste i szybkie nie są dokładne, 

− metody dokładne i powtarzalne są 

czasochłonne, kosztowne i wymagają 

skomplikowanych procedur oraz wyposażenie 

technicznego [1, 3]. 

Rozwiązania oparte na inteligencji obliczeniowej 

(ang. computational intelligence, CI) mogą 

uzupełniać lub nawet zastępować tradycyjne 

metody klinicznej analizy chodu, szczególnie gdy 

dane pomiarowe: 

− trzeba wyodrębnić z normalnej aktywności 

pacjenta, 

− są niekompletne, 

− są obarczone błędami, 

− nie umożliwiają budowy modelu 

matematycznego i trzeba je analizować w inny 

sposób, 

− trzeba pozyskać szybko z dużej próby 

pacjentów,  

− trzeba pozyskać tanio. 

Jednak jak pokazano w [1] minimalny zestaw 

parametrów odzwierciedlających z wystarczającą 

dokładnością kliniczną zmianę u pacjentów po 

udarze obejmuje: 

− wymiar fraktalny – miarę nierównomierności 

chodu,  
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− parametr rozmyty – zagregowaną (całościową) 

ocenę funkcji chodu [1, 4].  

Celem dalszym naszych badań jest rozbudowa 

rodziny parametrów fraktalnych chodu w kierunku 

samodzielnego narzędzia badawczego. 

Celem niniejszej pracy jest przeanalizowanie 

sposobu wyliczania fraktalnych miar chodu oraz ich 

użyteczności w codziennej praktyce klinicznej. 

 

 

2. Metodologia 

 

Twórca geometrii fraktalnej Benoi B. Mandelbrot 

analizował cykliczne zmiany poziomu wody Nilu 

wykazujące potęgową zależność skalowania dla 

kilku rzędów powiększenia [5]. Pozwala to na 

analizę szeregów czasowych (w tym 

aperiodycznych w krótkiej skali czasowej, o dużym 

odchyleniu standardowym) przy użyciu 

wykładników skalujących: 

− fraktalnych – przy jednym czynniku 

skalującym, 

− multifraktalnych – przy wielu czynnikach 

skalujących [6-11]. 

W przypadku chodu długie szeregów czasowe 

(odzwierciedlające rytm kolejnych kroków, również 

z podziałem na stronę lewą i prawą) 

odzwierciedlają stan układu ruchu badanego 

pacjenta. Oprócz możliwości obiektywnego opisu 

funkcji chodu pozwala to na prognozowanie  

w obszarze zachowania się tej funkcji w przypadku 

zewnętrznych ingerencji np. technikami 

terapeutycznymi. Z praktycznego punktu widzenia 

analiza fraktalna chodu stosowana jest do 

określania nieregularności chodu (np. wskutek 

osłabienia jednej strony, męczliwości) poprzez 

odzwierciedlanie korelacji przestrzennych (długość 

kroku) lub czasowych (rytm cyklu kroku) dla 

zdefiniowanych skal na płaszczyźnie 

dwuwymiarowej (wymiar fraktalny przyjmuje 

wartość z zakresu 1-2). W szerszym zakresie może 

być stosowana do analizy nierównomierności rytmu 

przemieszczanie się poszczególnych punktów 

charakterystycznych kończyn dolnych: lewej 

i prawej (po kilka punktów na kończynę),  

w przestrzeniu dwuwymiarowej lub 

trójwymiarowej (w tym jednocześnie położenia na 

płaszczyźnie oraz w czasie). Dobór układu 

współrzędnych – w tym położenie punktu (0,0) - 

zależy od przyjętej metody analizy. Może 

znajdować się np. w dolnym lewym rogu lub na 

środku analizowanej płaszczyzny. 

W badaniu analizowane są szeregi czasowe, 

generowane z filmów powstałych podczas 

nagrywania 10 m testu chodu. Do generacji 

szeregów czasowych wykorzystywane jest 

oprogramowanie Open Source Tracker Video 

Analysis and Modelling Tool w wersji 5.1.5. pod 

MS Windows 1. Wygenerowane szeregi czasowe są 

eksportowane do programu Matlab 

umożliwiającego analizę fraktalną 

i multifraktalną szeregów czasowych. 

Badając daną strukturę fraktalną przy jej opisie 

posługiwaliśmy się wymiarem fraktalnym D (z ang. 

Dimension). Relację między czynnikiem 

skalującym, wymiarem przestrzennym 

rozpatrywanego obiektu, a liczbą otrzymanych 

elementów opisuje wzór: 

 

Ds
a

1
=                                                                (1) 

 

s

a
D

1
log

log
=

                                                             (2) 

gdzie: 

a – liczba elementów otrzymanych w wyniku 

wykonania operacji skalowania obiektu,  

D – wymiar samopodobieństwa (ang. self-similarity 

dimension),  

s – czynnik skalujący. 

Wymiar fraktalny pokazuje, jaki jest poziom 

złożoności struktury/sygnału. Dla chodu jest to 

liczba z zakresu 1-2, przy czym 

1 oznacza przebieg idealnie gładki (wszystkie kroki 

o jednakowym czasie trwania), a 2 oznacza 

maksymalne zróżnicowanie czasu trwania 

kolejnych kroków. 

Ponadto określano parametry dynamiki 

chaotycznej: wykładnik Hursta i jego zmienność 

w czasie, widmo multifraktalne oraz dystrybucję 

prawdopodobieństwa w celu oceny 

przewidywalności wartości tak opisanego systemu 

złożonego (tj. możliwości predykcji wyników 

samoleczenia oraz samoleczenia wspieranego 

terapią). Wykładnik Hursta H jest określony 

wzorem: 

 
HaSD =                                                                (3) 

 

gdzie: 

SD – odchylenie standardowe, 

a – długość szeregu czasowego. 

Przyjmuje on wartości z przedziału (0, 1). 

Interpretacja wartości H: 

− H w zakresie 0-0,5 – szereg czasowy o dużej 

zmienności, o częstych zmianach kierunku 

trendów krótkoterminowych, 

− H=0,5 – charakter losowy, jednakowe 

prawdopodobieństwo zmiany oraz utrzymania 

trendu, 

− H w zakresie 0,5-1 – uporządkowany 

przebieg, o większym prawdopodobieństwie 

utrzymania obecnego trendu.  

 

 
1 https://www.compadre.org/osp/items/detail.cfm?ID=7365 - 

data dostępu 20.04.2020 r. 

24

Dariusz Mikołajewski, Emilia Mikołajewska Fraktalna analiza chodu



 

3. Wyniki 

 

Do badań wykorzystano zgromadzone 

w archiwum zapisy chodu osób zdrowych oraz po 

udarze (sposób doboru: convenience sample). 

Podjęta próba ustalenia normy dla osób zdrowych 

potwierdziła wyniki poprzednich badań (tabela 1) 

i pacjentów po udarze (tabela 2). Podjęta próba 

ustalenia normy dla osób zdrowych (dla n=30) 

potwierdziła wyniki poprzednich badań [1].  

 
Tabela 1. Wyniki badań grupy osób zdrowych (n=30) 

 

Wartość 

Wymiar 

fraktalny 

[1] 

Wymiar 

fraktalny 

(badanie 

obecne) 

Wykładnik 

Hursta 

Średnia 1,13 1,14 0,2 

SD 0,04 0,05 0,04 

Min 1,04 1,03 0,1 

Q1 1,09 1,07 0,15 

Mediana  1,12 1,11 0,2 

Q3 1,15 1,14 0.25 

Max 1,2 1,18 0,32 

 

Do porównań z grupami pacjentów przyjęto gdzie 

przyjęto wartość maksymalną (1,2). 

 
Tabela 2. Wyniki badań grupy pacjentów po udarze 

(n=30) 

 

Wartość 

Wymiar 

fraktalny 

[1] 

Wymiar 

fraktalny 

(badanie 

obecne) 

Wykładnik 

Hursta 

Średnia 1,38 1,39 0,3 

SD 0,32 0,31 0,06 

Min 1,07 1,11 0,14 

Q1 1,22 1,25 0,22 

Mediana  1,35 1,37 0,29 

Q3 1,42 1,43 0,35 

Max 1,57 1,52 0,39 

 

Zaobserwowano wyższe (tj. gorsze) wartości 

parametrów oraz większą zmienność parametrów 

fraktalnych chodu w grupie pacjentów po udarze. 

Wykładnik Hursta wskazuje, że są to szeregi 

czasowe o dużej zmienności, o częstych zmianach 

kierunku trendów krótkoterminowych, co dobrze 

wróży podatności na wpływ terapii (możliwe 

odwrócenie trendu).  

 

4. Dyskusja 

 

Ww. wyniki będą analizowane, a metoda 

będzie rozwijana w kolejnych pracach. W ramach 

rozwoju metody proponuje się opracować tabelę 

kierunków trendu i wartości wykładnika Hursta 

oraz badać zmienność współczynnika Hursta w 

miarę postępów terapii, np. metodą odtrendowionej 

średniej kroczącej.  

Do rozpowszechnienia proponowanej 

metodyki badawczej, po potwierdzeniu jej czułości 

i powtarzalności planuje się, wykorzystanie 

aplikacji mobilnych. Już obecnie zwiększają one 

możliwości i bezpieczeństwo osób uprawiających 

sport (np. biegaczy, rowerzystów), a rozwiązania 

takie jak smartbandy, smarwatche czy czujniki 

oddechu łatwo zintegrować z aplikacjami 

telemedycznymi, również wyposażonymi  

w czujniki noszone (ang. wereable sensors), 

przetwarzającymi danych w czasie rzeczywistym. 

Ważnym elementem jest pełna cyfryzacja oraz 

celowe i planowane wykorzystanie danych już 

zgromadzonych. Stąd planowana integracja 

pomiarów z wykorzystaniem parametrów oraz 

klasyfikacji i predykcji za pomocą sztucznych sieci 

neuronowych. 

 

4.1. Dotychczasowe badania nad analizą chodu  

z wykorzystaniem parametrów fraktalnych 

 

Badania własne nad metodyką i narzędziami 

do stosunkowo prostej, szybkiej i taniej klinicznej 

analizy chodu z wykorzystaniem parametrów 

fraktalnych należą do pierwszych prób w tym 

obszarze. Ze względu na silną interdyscyplinarność 

badania te są prowadzone we współpracy Katedry 

Fizjoterapii CM UMK w Bydgoszczy z Instytutem 

Informatyki Uniwersytetu Kazimierza Wielkiego 

w Bydgoszczy. Wykorzystano przy tym 

dotychczasowe publikacje dotyczące wykorzystania 

parametrów fraktalnych do analizy zmian EEG pod 

wpływem różnych zachowań, w tym chodu [12] 

oraz elektromiografii powierzchniowej (ang. 

surface electromyogram - sEMG) [13]. Ripoli 

i wsp. zaproponował algorytm obliczający wartość 

liczby z zakresu 1-2 odzwierciedlającej geometrię 

sygnału będącego odpowiednikiem wzorca chodu 

człowieka po terenie płaskim, pod górę oraz po 

schodach [14].  

 

4.2. Dotychczasowe badania nad analizą chodu  

z wykorzystaniem sztucznych sieci 

neuronowych 

 

Klasyfikacja chodu na prawidłowy 

i patologiczny bezpośrednio w oparciu o przykłady 

chodu, a nie na podstawie zbudowanego wcześniej 

modelu chodu jest już realizowana przez sztuczne 

sieci neuronowe [15-20], z dokładnością od 75-

80% [21] do niemal stuprocentowej, przy 

identyfikacji czynników ryzyka oraz błędów 

pomiarowych [22, 23]. ANN są w stanie dokonać 

zautomatyzowanej oceny jakościowej, a nie tylko 

ilościowej chodu dzięki porównaniu przestrzenno-

czasowych wzorców chodu (postaci krzywych) oraz 

wyodrębnionego przez sieć poprawnego przebiegu 

cyklu chodu [24]. Dotyczy to zarówno analizy 

chodu w schorzeniach pacjentów podłożu 

neurologicznym (np. u pacjentów niedowładem 
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połowiczym po udarze) [25], jak i po złamaniach 

[26]. Kluczowe stają się badania nad ANN 

oceniającymi postępy w rehabilitacji funkcji chodu 

w terapii personalizowanej (ang. patient-tailored 

therapy) czy z użyciem robotów rehabilitacyjnych 

[27, 28]. Badania w tym zakresie powadzono 

również w Polsce u pacjentów po udarze [1, 29-31] 

oraz w grupie pacjentów z chorobą Parkinsona [32]. 

Rzeczywisty potencjał klasyfikacji chodu za 

pomocą ANN pozostaje nie w pełni wykorzystany, 

szczególnie przy braku systemów ekspertowych 

dedykowanych analizie ruchu u sportowców [33]. 

Kolejne dziesięciolecie to przewidywany okres 

dominacji sieci sensorycznych i systemów 

wieloagentowych oraz Internetu Rzeczy  

i telemedycyny/telerehabilitacji w praktyce 

klinicznej. Pojawia się coraz więcej rozwiązań tego 

typu, dostarczających danych do analizy sztucznym 

sieciom neuronowym i innym rozwiązaniom  

z obszaru inteligencji obliczeniowej [34, 35]. 

Sztuczne sieci neuronowe mogą być wspomagane 

metodą wektorów nośnych (ang. support vector 

machine - SVM) [36-38], wykorzystuje się również 

głębokie sieci neuronowe dokonujące złożonej 

dekompozycji cech oraz odnajdowanie ukrytych 

współzależności.  

 

5. Wnioski 

 

Wyłaniające się możliwości fraktalnej analizy 

chodu w połączeniu z istniejącymi już 

elektronicznymi kartotekami pacjentów 

z nagraniami chodu mogą przyczynić się do 

zwiększenia wiedzy oraz poprawienia efektywności 

diagnostyki, terapii i opieki w grupie pacjentów, jak 

również monitorowania osób zdrowych, w tym 

rozwoju dzieci i treningu sportowego [39]. Dzięki 

rozwojowi IoT może to przełożyć się na efektywne 

działania profilaktyczne, również podczas 

normalnej aktywności, tj. bliżej analizy chodu  

w środowisku naturalnym pacjentów, a nie 

w warunkach laboratoryjnych [39, 40]. 
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